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基于音频信号的含能材料撞击感度机器学习识别
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摘 要： 为了提高炸药撞击感度测试的准确性和客观性，采用机器学习方法对炸药撞击响应声信号的智能识别进行了研究。基于

落锤式撞击感度测试装置针对混合炸药开展了试验，利用音频采集系统同步采集了撞击过程中的声信号，提取了最大值、带宽等一

维的时域和频域特征，用短时傅里叶变换（STFT）将音频数据转换为二维的频谱图，采用条件生成对抗网络（cGAN）对一维数据进行

数据增强，采用深度卷积生成对抗网络（DCGAN）对二维频谱图进行数据增强，采用了多种机器学习模型包括随机森林（RF）、极端

梯度提升（XGBoost）、反向传播神经网络（BPNN）、支持向量机（SVM）、k‑means 聚类算法、卷积神经网络（CNN）、视觉 Transformer
（ViT）进行判爆分类。结果表明，RF、XGBoost、BPNN 和 SVM 在原始数据集上的准确率均超过 99.5%，在 cGAN 增强数据上最终达

到 100%，而 k‑means 聚类算法初始达到了 98.5% 的准确率，在增强数据上呈现准确率先上升后下降的趋势。CNN 和 ViT 在原始数

据上的准确率分别为 98.1% 和 98.4%，在增强数据上达到 98.4% 和 98.9%，在增强数据上的表现有所提升，但受限于小样本环境和

轻微的过拟合问题，准确率还有一定的提升空间。总体而言，本研究提出的基于机器学习的炸药撞击感度智能识别方法取得了较高

的准确率，验证了其在爆炸声信号判爆任务中的可靠性与实用性，同时能够在一定程度上改善传统人工判爆的主观性和效率低的问

题，为炸药使用安全性提供了可靠的技术方案。
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0 引 言

炸药广泛应用于国防安全、矿产资源开采及基础

设施建设等军事和民用领域，具有重要的战略与经济

意 义［1-2］。 然 而 ，其 能 量 特 性 与 安 全 特 性 通 常 相 互 矛

盾，高能量输出往往伴随着对外界刺激的高度敏感性，

而潜在的意外爆炸风险可能导致严重的人员伤亡和财

产损失。当前含能材料领域致力于实现“高能低感”的

发展目标，即在保持高能量输出的同时降低其对机械、

热等外界刺激的敏感性。因此，准确评估炸药安全性

具有重要的理论意义和实践价值。撞击感度作为衡量

炸药安全性的关键指标之一，是指炸药在机械撞击作

用下发生燃烧或爆炸的敏感程度，它直接影响炸药在

研制、生产、运输、储存和应用全过程中的安全性［3］。

GJB772A-97［4］中 关 于 撞 击 感 度 的 测 试 方 法 ，主

要 包 括 特 性 落 高 法 和 爆 炸 概 率 法 。 特 性 落 高 法 通 过

“升降法”改变固定质量落锤的下落高度，找到试样发

生 50% 爆炸时的特性落高来表征撞击感度；爆炸概率

法通过观察固定质量落锤在固定高度落下时试样发生

爆炸的概率，来表征撞击感度。这些方法采用下述方

法判定试样是否发生爆炸：当观察到有声、光、烟、试样

变色、烧蚀痕迹、气体产物等现象之一时，均判为爆炸，

否则判为不爆；此外使用声级计时，声压级大于或等于

试样不爆时最大声压级 2 dB 时，也应判为爆炸。

声级计作为一种常用的声音测量仪器，可以测量

试 验 声 音 的 声 压 级 。 为 了 提 高 撞 击 感 度 评 估 的 客 观

性 ，Lease 等［5］和 Marrs 等［6］将声级计应用于落锤冲击

试验中的爆炸判定。通过对声压级的实时监测，声级
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计 能 够 在 一 定 程 度 上 为 炸 药 的 撞 击 感 度 提 供 一 个 简

便、快速的评估手段，理想情况下在爆炸事件发生时能

够及时捕捉到显著的声压变化，比主观判断更加标准

化。然而，作为一种探索性的自动化判爆方法，声级计

具有一定的局限性。首先是单一声压级指标难以准确

表征爆炸现象［7］，爆炸过程具有极高的复杂性，爆炸声

包含冲击波、燃烧噪声［8］和落锤撞击等多种物理过程

产生的声学成分，这些成分在频率、幅值和持续时间等

特性上存在显著差异，导致其时频特性呈现出显著的

复杂特性，甚至某些炸药（如 TNT）由于声音现象不明

显，并不适合通过简单的声压级进行测试［6］。其次是

测试环境中的噪声干扰等因素引入系统误差［8］，测试

环境中的噪声干扰、传感器空间布置和判爆阈值设定

等多种因素会引入系统性测量误差。由于不同炸药的

声压级存在显著差异，例如炸药的爆炸能量、高能基团

的数量、落锤的高度也会对声压级产生影响［5］，因此每

种炸药都需要单独进行标定，这使得测试流程复杂且

缺乏广泛适用性。因此，尽管声级计在落锤冲击试验

的爆炸判定中具有一定的应用价值和必要性，但其局

限性也不容忽视，需要结合其他判爆方法或进一步的

技术改进，才能更加准确可靠地评估炸药的撞击感度。

传统的撞击感度测试方法如特性落高法和爆炸概

率法，存在主观性强、一致性差、效率低等缺陷［9］，难以

满足日益增长的安全性评估需求。作为炸药反应的直

接产物，爆炸声音蕴含了与炸药特性及反应程度密切

相关、却尚未被充分挖掘和利用的信息；同时，得益于

声学传感技术的发展，爆炸声信号的采集也变得便捷

且 易 于 实 现 自 动 化 。 因 此 可 以 利 用 现 代 信 号 处 理 技

术，深入挖掘爆炸声信号中蕴含的丰富特征信息，并结

合机器学习算法强大的模式识别能力，构建智能分类

模型，从而实现更为客观、准确的撞击感度自动评估。

机 器 学 习 技 术 在 语 音 识 别［10］、异 常 声 音 检 测［11］、

环境声音分类［12］、音乐流派分类［13］等声信号处理领域

取 得 了 显 著 突 破 ，在 含 能 材 料 领 域 也 取 得 了 广 泛 应

用［14-18］，为 炸 药 撞 击 感 度 的 智 能 判 爆 提 供 了 创 新 思

路 。 现 有 研 究 采 用 了 支 持 向 量 机（SVM）［19］、K 近 邻

（KNN）［20］、随 机 森 林（RF）［21］等 传 统 机 器 学 习 方 法 和

浅层人工神经网络（ANN）［22］，这些方法通常基于短时

能量、短时过零率、频谱质心等一维特征［23-24］，对复杂

声 信 号 中 的 关 键 信 息 进 行 分 析 。 另一方面，深度学习

模 型 如 卷 积 神 经 网 络（CNN）［10］、循 环 神 经 网 络

（RNN）［25］、视觉 Transformer（ViT）［26］等作为非传统的深

度学习方法也在声信号处理领域展现出良好 的 应 用 效

果，结合多模态信息融合［27］和数据增强技术［28-29］等方法，

为判爆模型的构建提供了新的研究思路和技术手段。

为了提高炸药撞击感度测试判爆结果的准确性和

客观性，本研究采用机器学习方法对炸药撞击响应声

信号的智能识别进行了研究。首先采集撞击感度测试

过程中的声信号，利用信号处理技术提取带宽、过零率

等一维时域和频域特征，并以此为基础，构建基于传统

机器学习算法（例如 SVM、RF 等）的基准模型，并分析

其性能表现。同时，结合无监督学习中的 K‑means 聚

类算法，对撞击声信号特征进行聚类分析，以探索数据

的 潜 在 分 布 结 构 和 类 别 特 性 ，为 判 爆 提 供 辅 助 依 据 。

随 后 ，又 将 声 信 号 转 化 为 时 频 域 特 征 的 频 谱 图 ，利 用

CNN 和 ViT 两种深度学习模型进行训练，系统地对比

两种模型在炸药撞击感度识别任务中的性能差异。此

外，考虑到炸药撞击实验数据获取的难度和高成本，研

究采用条件生成对抗网络（cGAN）和深度卷积生成对

抗 网 络（DCGAN）进 行 数 据 增 强 ，通 过 学 习 真 实 爆 炸

声数据的潜在分布特征，生成新的样本，以此扩充训练

数据集，从而提高模型的泛化能力和鲁棒性。

1 数据收集与模型构建

1.1 数据采集与预处理

研 究 依 据 国 军 标 GJB772A-97 中 的 爆 炸 概 率

法［4］，采用落锤式撞击感度测试装置进行实验，以获取

可靠的炸药撞击感度声音数据。实验中的炸药包括以

1，3，5，7‑四 硝 基‑1，3，5，7‑四 氮 杂 环 辛 烷（HMX）、

1，3，5‑三硝基‑1，3，5‑三氮杂环己烷（RDX）、1，3，5‑三
氨 基‑2，4，6‑三 硝 基 苯（TATB）、1，1‑二 氨 基‑2，2‑二 硝

基 乙 烯（FOX‑7）和 2，6‑二 氨 基‑3，5‑二 硝 基 吡 嗪‑1‑氧
化物（LLM‑105）为主要成分的五种不同混合炸药，每

种炸药样品质量均为 50 mg。实验参数设置如下：落

锤质量 2 kg，落高 25 cm，环境温度控制在 10~35 ℃，

相对湿度（RH）维持在（70±10%）。

声 信 号 采 集 系 统 采 用 AWA6290L 型 声 音 采 集 分

析 仪 ，该 系 统 包 含 AWA14435 型 电 容 传 声 器 和

AWA14614 型 前 置 放 大 器 、支 撑 三 脚 架 ，具 有 高 灵 敏

度，能够捕捉细微的声学信号变化。采样率设定为声

谱采集常用的 96 kHz，音频数据以 wav 格式进行存储。

为保证数据的一致性和可比性，传声器通过三脚架固定

于距离撞击点水平距离 1.5 m、距离地面高度 1.2 m 处。

实验的布局与流程如图 1 所示，控制台发出指令

启动落锤，落锤自由下落撞击装置，位于两个击柱之间
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的炸药样品受到撞击后发生反应并产生声信号。该信

号由麦克风拾取，经由延伸电缆传输至 AWA6290L 声

音采集分析仪，最终通过配套软件在计算机端进行实

时显示与数据存储。

在每次落锤冲击试验过程中，均进行了长时间的

声 信 号 采 集 ，并 同 步 记 录 了 试 验 过 程 中 的 反 应 结 果 。

试验结果的分类标签为“爆炸”和“未爆炸”，该标签的

确定主要基于试验人员对声信号的人工听音判断，并

辅以对火光、白烟及烧蚀痕迹等现象的观察。采集的

声音数据包含整个撞击过程中的声学信息，包括撞击

声、爆炸声以及可能的燃烧噪声等。考虑到有效的数

据均发生在撞击前后 3 秒内，为提高数据分析的有效

性，仅截取撞击前后共计 3 秒的音频片段作为研究对

象。每个音频片段对应一次撞击实验，并根据现场实

验 结 果 标 记 为“ 爆 炸 ”或“ 未 爆 炸 ”。 实 验 共 采 集 到

3058 条 数 据 ，其 中 有 360 条 爆 炸 数 据 与 2698 条 未 爆

炸数据，在类别分布上存在较为严重的不平衡性。

1.2 特征提取

从音频数据中提取多种声纹特征，用于构建判爆

模型。所提取的特征包括时域特征、频域特征和时频

域特征，旨在全面表征爆炸声音的特性。

时域和频域特征是直接从声信号中提取的一维特

征 信 息 ，研 究 中 共 选 取 了 11 种 特 征 ，包 括 过 零 率 、均

值、方差、偏度、峰度、最大值、最小值、质心、带宽、平坦

度和谱熵。根据图 2 所示的特征相关性热图，去除了

方差、最小值和谱熵 3 种特征，最终选择出 8 种特征作

为研究对象。过零率反映信号波形过零点的次数，用

于区分有声与无声或高频与低频信号。均值表示信号

的整体强度水平，偏度和峰度揭示信号分布的不对称

性与尖锐程度。最大值反映信号的最高能量。频谱质

心表示频率分布的重心，衡量信号的“明亮度”，频谱带

宽反映频率分量的分布范围，体现声音的复杂性，频谱

平 坦 度 衡 量 频 谱 平 坦 程 度 ，用 于 区 分 声 音 是 否 接 近

噪声。

时频域特征结合了时域和频域信息，能够更全面

地描述声信号的特性。提取的时频域特征为短时傅里

叶变换（STFT）得到的频谱图，可反映爆炸声音的时频

特性。STFT 生成的频谱图被统一缩放为 224×224 像

素的图像，并作为输入特征用于 CNN 和 ViT 模型的训

练与分析。

1.3 基于 GAN 的数据生成

为 了 应 对 类 别 不 平 衡 问 题 并 提 高 模 型 的 泛 化 能

力，采用了生成对抗网络（GAN）进行数据增强。具体

来 说 ，我 们 使 用 了 cGAN 生 成 一 维 声 音 数 据 样 本 和

DCGAN 生成二维频谱图数据。

cGAN 是一种扩展了传统 GAN 的深度学习方法，

其核心在于引入条件信息［30］，指导生成器根据指定的

条件标签（如“爆炸”或“未爆炸”）生成符合特定类别的

样本。在实验中，原始一维音频数据（如过零率、均值、

偏度、峰度等特征）用于指导 cGAN 的训练过程。生成

器接收随机噪声和类别标签作为输入，生成目标类别

对应的一维音频数据；判别器则同时输入真实数据与

生成数据，学习区分数据的真实性以及生成数据是否

与指定类别标签匹配。经过对抗训练，生成器逐步提

高生成数据的质量。最终，cGAN 生成了 3000 条“爆

炸”类别数据和 5000 条“未爆炸”类别数据，显著平衡

了数据集中类别样本的分布，提高了数据的多样性和

模型的泛化能力。图 3 展示了 8 种特征在经过 cGAN

图 1　撞击感度音频采集系统

1—控制台，2—撞击感度落锤仪，3—麦克风，4—声音采集分析仪，5—计算机

Fig.1　Audio acquisition system for impact sensitivity
1—console， 2—drop hammer apparatus for impact sensitivity， 3—microphone， 4—audio acquisition and analysis instrument， 
5—computer
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图 2　十一种特征的相关性热图

Fig.2　Correlation heatmap of eleven features

图 3　真实数据与模拟生成数据的 8 种特征分布对比

Fig.3　Comparison of eight features’ distributions for real and generated data
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训练 50 轮后生成数据与原始数据的直方图与和核密

度 估 计（KDE）曲 线 对 比 。 从 图 3 中 可 以 观 察 到 ，生 成

数据的分布与真实数据的分布较为接近。

采用了 DCGAN 生成频谱图数据，进一步扩展音

频 数 据 的 时 频 特 性 ，模 型 结 构 如 图 4 所 示 。 DCGAN
是一类由 Goodfellow 等［28］提出的生成模型，已在各个

领域（包括图像［31］、音频［32］和时间序列数据［33］）生成逼

真的数据方面取得了显著的成功。其生成器通过多层

反卷积将随机噪声转换为图像数据，判别器则通过卷

积操作判断输入频谱图的真实性。两者通过对抗训练

不断优化，最终生成与真实数据分布接近的高质量频

谱图。在实验中，生成器输入随机噪声，通过反卷积生

成 频 谱 图 ，判 别 器 学 习 真 实 与 生 成 频 谱 图 之 间 的 差

异。经过多轮训练，DCGAN 的生成数据逐渐接近原始

数据。最终通过 DCGAN 生成了 3000 条数据，为后续

基于图像的深度学习模型（如 CNN 和 ViT）提供了更加

丰富的训练数据。图 5 为真实样本与生成样本的频谱

图，由图 5a~b 可直观看出 DCGAN 生成样本的能力。

a.　real images b.　generated images
图 5　真实和生成图片对比

Fig.5　Comparison of real and generated images

图 4　DCGAN 模型结构

Fig.4　DCGAN model architecture
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1.4 模型构建与训练

本 研 究 旨 在 构 建 智 能 判 爆 模 型 ，通 过 采 用 多 种

机 器 学 习 和 深 度 学 习 方 法 ，对 爆 炸 事 件 进 行 准 确 判

别 。 首 先 ，选 取 4 种 传 统 机 器 学 习 模 型 —— RF、极 端

梯 度 提 升（XGBoost）、SVM 和 反 向 传 播 神 经 网 络

（BPNN），基 于 8 种 一 维 时 域 和 频 域 特 征 进 行 训 练

与 学 习 。 同 时 ，结 合 无 监 督 学 习 中 的 K‑means 聚 类

算 法 ，对 音 频 信 号 的 特 征 分 布 进 行 聚 类 分 析 。 随

后 ，采 用 了 2 种 深 度 学 习 模 型 ，即 CNN 和 ViT，分 别

通 过 提 取 音 频 信 号 的 局 部 特 征 和 全 局 特 征 来 进 行

学 习 。

在深度学习部分，基于 PyTorch 框架构建的 CNN
模型采用多层卷积与池化结构。具体如图 6 所示，模

型以 STFT 得到的频谱图作为输入，依次通过 2 个卷积

层 提 取 特 征 图 。 每 个 卷 积 层 后 使 用 修 正 线 性 单 元

（ReLU）作 为 激 活 函 数 ，以 增 强 模 型 的 非 线 性 表 达 能

力，并通过最大池化层降低特征维度，从而提升模型的

鲁 棒 性 。 最 终 ，经 过 全 连 接 层 和 Softmax 函 数 处 理 ，

CNN 模型输出爆炸与不爆炸的判断。

ViT 模 型 采 用 了 基 于 Transformer 的 视 觉 架 构 。

首先，模 型 将 输 入 的 频 谱 图 均 匀 地 划 分 为 固 定 大 小

为 16×16 的 图 像 块 。 每 个 图 像 块 经 过 线 性 变 换 后 ，

添 加 位 置 编 码 以 保 留 其 空 间 位 置 信 息 。 接 下 来 ，这

些 带 有 位 置 编 码 的 图 像 块 被 输 入 到 多 层 Transform‑
er 编 码 器 中 。 在 每 一 层 编 码 器 中 ，多 头 自 注 意 力 机

制 用 于 捕 捉 图 像 块 之 间 的 长 程 依 赖 关 系 ，随 后 通 过

前 馈 神 经 网 络 对 特 征 进 行 进 一 步 处 理 。 最 终 ，模 型

通 过 全 连 接 层 和 Softmax 函 数 输 出 分 类 结 果 。 所 采

用 的 ViT 模 型 是 一 个 简 化 版 本 ，类 似 于 ViT‑B/16 架

构 ，但 仅 包 含 4 层 编 码 器 。 这 一 简 化 设 计 旨 在 降 低

模 型 的 复 杂 度 和 计 算 成 本 ，同 时 保 持 较 高 的 分 类

性 能 。

训练数据集包含 3058 条原始采集的音频特征数

据 ，按 照 8∶1∶1 的 比 例 划 分 为 训 练 集 、验 证 集 和 测 试

集。在模型训练过程中，CNN 及 ViT 模型均采用交叉

熵损失函数（Cross‑Entropy Loss）来度量预测误差，设

定批量大小（Batch Size）为 32，最大训练轮次为 200。

随后，研究进一步采用扩增后的 6058 条数据对深度学

习模型进行了再训练，以提升模型的泛化能力和性能

表现。

为了全面评估不同模型的性能，具体而言，对 RF、

XGBoost、BPNN 和 SVM 模型采用准确率评估，即测试

集 中 预 测 正 确 样 本 数 与 测 试 集 样 本 总 数 之 比 ；

K‑means 作 为 无 监 督 聚 类 算 法 ，采 用 准 确 率 和 二 维

PCA 图进行评估，其中准确率计算需先将聚类标签映

射到真实标签，所有样本的正确率即是准确率；深度学

习模型主要基于损失值和准确率曲线进行性能分析，

这里的准确率同样是验证集和测试集中预测正确样本

数与其对应样本总数之比。

2 结果与讨论

2.1 传统机器学习模型与 k⁃means 准确率比较

为评估不同模型在原始数据和增强数据（包含原

始 数 据 与 生 成 数 据）上 的 性 能 表 现 ，对 5 种 模 型

（BPNN、XGBoost、SVM、RF 和 k‑means）在 不 同 训 练

次数下的准确率进行了比较分析。表 1 展示了各模型

在原始数据及不同增强数据集上的准确率结果。

从 表 1 可 以 看 出 ，RF、XGBoost、BPNN 和 SVM 在

原 始 数 据 上 的 准 确 率 都 很 高 ，其 中 RF 的 准 确 率 达 到 
100%，BPNN 和 XGBoost 为 99.8%，SVM 为 99.5%。

在增强数据上，4 种模型随着 cGAN 训练次数的增加，

准 确 率 呈 现 显 著 上 升 趋 势 ，并 最 终 趋 于 接 近 100%。

图 6　CNN 模型结构

Fig.6　CNN model architecture
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在 训 练 次 数 较 少（如 10 次）时 ，四 种 模 型 准 确 率 都 较

低，在达到 50 次时趋于稳定，与原始数据准确率相当。

总体来看，这 4 种监督学习模型在原始数据上表现优

异，能够充分利用生成数据的特征。

同 时 ，从 表 1 中 可 以 观 察 到 ，k‑means 聚 类 算 法

的 准 确 率 随 训 练 次 数 增 加 呈 现 先 上 升 后 下 降 的 趋

势 。 反 映 出 生 成 数 据 质 量 和 分 布 的 变 化 对 无 监 督

学 习 方 法 的 影 响 。 在 训 练 次 数 从 10 次 增 加 到 50 次

时 ，生 成 数 据 逐 渐 接 近 原 始 数 据 分 布 ，特 征 较 为 明

显 ，因 此 准 确 率 提 升 。 然 而 ，随 着 训 练 次 数 进 一 步

增 加 ，生 成 数 据 可 能 逐 渐 偏 离 原 始 数 据 的 真 实 分

布 ，或 引 入 更 多 的 噪 声 和 异 常 模 式 ，导 致 k‑means 聚

类 效 果 下 降 。 相 比 于 监 督 学 习 模 型（如 RF 和 XG‑
Boost）能 够 利 用 标 签 信 息 进 行 纠 正 ，k‑means 对 数

据 分 布 更 为 敏 感 ，无 法 适 应 生 成 数 据 分 布 的 恶 化 。

因 此 ，这 一 趋 势 表 明 在 使 用 无 监 督 方 法 时 ，应 注 意

控 制 训 练 数 据 生 成 的 次 数 与 质 量 ，避 免 因 数 据 分 布

偏 差 而 影 响 模 型 性 能 。

2.2 特征重要性与 k⁃means 聚类分析

为了进一步探讨监督学习模型的内部特性和决策

机制，特别是 RF 和 XGBoost 模型在判爆任务中的特征

使用情况，对这两种模型的特征重要性进行了深入分

析 ，特 征 重 要 性 排 序 如 图 7 所 示 。 从 图 7a 可 观 察 到 ，

RF 模型中最大值、峰度、带宽等特征贡献度依次降低

且相对均衡；而图 7b 显示出 XGBoost 模型中最大值这

一 特 征 的 贡 献 度 超 过 了 0.8，其 他 特 征 的 重 要 性 评 分

较低。这些差异表明，不同模型在利用特征进行决策

时的策略与偏好存在一定差别。两种模型均显示最大

值是最重要的特征，这可能表明爆炸事件在信号幅值

上可能存在显著的极大值特征。

此外 ，为了更直观地分析 k‑means 聚类算法在原

始数据和生成数据上的表现，对原始数据及不同训练

次数的增强数据与 k‑means 聚类结果进行了 PCA 分布

的对 比 ，如 图 8 所 示 。 图 8a 可 以 看 出 原 始 数 据 PCA
分 布 具 有 明 显 的 两 簇 结 构 ，两 种 标 签 分 界 清 晰 ，图

8b 展 现 了 k‑means 聚 类 基 本 能 够 捕 捉 这 种 簇 结 构 ，

但 存 在 少 部 分 标 签 混 淆 。 图 8c 可 以 看 出 在 cGAN
训 练 10 次 时 ，增 强 数 据 两 种 标 签 分 界 模 糊 ，图 8d 展

示 出 聚 类 效 果 很 差 。 在 训 练 50 次 时 ，图 8e 中 增 强

数 据 的 分 布 更 清 晰 ，与 原 始 数 据 较 为 一 致 ，从 图 8f
中 可 以 看 出 聚 类 性 能 显 著 提 升 。 图 8g 中 可 以 看 出 ，

在 训 练 150 次 时 ，增 强 数 据 的 分 布 已 经 偏 离 原 始 分

布 ，可 能 引 入 了 更 多 噪 声 和 异 常 模 式 ，从 而 图 8h 表

现 出 聚 类 效 果 下 降 。 整 体 来 看 ，k‑means 聚 类 性 能

随 着 增 强 数 据 训 练 次 数 的 变 化 而 显 著 波 动 ，与 表 1
中 的 准 确 率 变 化 趋 势 一 致 。 这 表 明 ，当 增 强 数 据 的

分 布 接 近 原 始 数 据 时 ，聚 类 性 能 可 以 得 到 有 效 提

升 ；然 而 ，随 着 训 练 次 数 的 进 一 步 增 加 ，数 据 分 布 逐

渐 偏 离 原 始 结 构 ，引 入 噪 声 或 异 常 模 式 ，导 致 聚 类

效 果 下 降 。

2.3 深度学习模型的训练与验证

构建了基于 CNN 和 ViT 的深度学习模型，以自动

提取爆炸声信号的深层特征。图 9 展示了 CNN 模型

a.　RF

b.　XGBoost

图 7　特征重要性对比

Fig.7　Comparison of feature importance

表 1　五种模型在真实与增强数据上的准确率

Table 1　 Accuracies of five models on real and augmented 
data

data type

real data
augmented data （10）

augmented data （30）

augmented data （50）

augmented data （100）

augmented data （150）

accuracy / %
RF
100

73.8
97.8
99.8
99.7

100

XGBoost
99.8
71.7
98.3
99.9
99.9

100

BPNN
99.8
75
98.4
99.8
99.9

100.0

SVM
99.5
73.9
98.6
99.9
99.9

100

k‑means
98.5
66.4
97.3
99.7
94.7
95.7
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a.　original data

c.　augmented data（10）

e.　augmented data（50）

g.　augmented data（150）

b.　clustering on original data

d.　clustering on augmented data（10）

f.　clustering on augmented data（50）

h.　clustering on augmented data（150）

图 8　原始数据与 k‑means 聚类结果的 PCA 分布对比

Fig.8　PCA distribution comparison of original data and k‑means clustering results
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在 训 练 过 程 中 的 损 失 函 数 值 和 准 确 率 变 化 曲 线 。 从

图 9a 可以看出，训练集损失值随着迭代次数的增加持

续 下 降 ，表 明 模 型 在 训 练 数 据 上 拟 合 能 力 逐 渐 增

强 。 然 而 ，验 证 集 损 失 值 虽 然 整 体 也 呈 现 下 降 趋

势 ，但 后 期 出 现 了 较 为 明 显 的 波 动 。 这 表 明 模 型 可

能 存 在 一 定 程 度 的 过 拟 合 现 象 ，导 致 在 未 见 过 的 数

据 上 的 泛 化 能 力 下 降 ，但 是 从 图 9b 中 的 准 确 率 来 看

影 响 并 不 明 显 。 图 9b 显 示 ，尽 管 验 证 集 的 损 失 值 出

现 波 动 ，但 模 型 的 准 确 率 仍 然 保 持 在 较 高 水 平 。 最

终 ，CNN 模 型 在 测 试 集 上 的 准 确 率 达 到 了 98.1%，

显 示 出 该 模 型 在 爆 炸 声 信 号 分 类 任 务 中 具 有 较 强

的 表 现和可靠性。

从图 10a 可以看出，ViT 模型的训练集和验证集损

失值随着训练轮次的增加迅速下降，并在大约 50 个训

练轮次后趋于平稳，接近于零。这表明 ViT 模型在训

练数据和验证数据上均拟合良好，能够有效捕捉信号

的 深 层 特 征 。 此 外 ，与 CNN 模 型 相 比 ，ViT 模 型 的 损

失值曲线更加平滑，说明其训练过程中的波动较小，预

测 结 果 更 加 稳 定 可 靠 。 图 10b 显 示 ，ViT 模 型 在 训 练

过程中的准确率整体较高，但验证集准确率在某些阶

段出现了轻微的波动，表明可能存在一定的过拟合现

象 。 尽 管 如 此 ，ViT 模 型 在 测 试 集 上 的 准 确 率 最 终 达

到了 98.4%。

为 了 缓 解 模 型 训 练 过 程 中 可 能 出 现 的 过 拟 合 现

象 ，尝 试 利 用 DCGAN 来 增 加 训 练 样 本 的 多 样 性 和

数 量 。 图 11 展 示 了 数 据 扩 增 后 ，CNN 和 ViT 模 型 在

验 证 集 和 测 试 集 上 的 准 确 率 变 化 情 况 ，并 与 原 始 数

据 训 练 结 果 进 行 了 对 比 分 析 。 从 图 11a 可 以 看 出 ，

引 入 扩 增 数 据 后 ，CNN 模 型 的 验 证 集 准 确 率 相 较 于

原 始 数 据 训 练 时 有 轻 微 的 提 升 ，达 到 了 98.4%。 曲

线 整 体 更 加 平 滑 ，表 明 数 据 扩 增 有 效 减 少 了 训 练 过

程 中 的 波 动 ，增 强 了 模 型 在 验 证 集 上 的 泛 化 能 力 。

图 11b 显 示 了 数 据 扩 增 对 ViT 模 型 性 能 的 改 善 。 数

据 扩 增 后 ，ViT 模 型 的 测 试 集 准 确 率 提 升 至 98.9%。

尽 管 提 升 幅 度 有 限 ，但 在 高 准 确 率 基 础 上 的 这 一 定

程 度 提 升 ，证 明 数 据 扩 增 策 略 对 模 型 性 能 的 优 化 具

有 积 极 作 用 。 此 外 ，扩 增 数 据 的 引 入 也 使 得 测 试 集

准 确 率 曲 线 更 加 稳 定 ，进 一 步 验 证 了 其 对 缓 解 过 拟

合 现 象 的 有 效 性 。

值得进一步探讨的是，本研究所使用的数据集涵

盖了几种具有代表性的炸药类型，尽管其化学成分和

爆炸特性各不相同，但传统机器学习和深度学习模型

a.　training and validation loss curves

b.　validation and testing accuracy curves

图 9　CNN 模型结果

Fig.9　Results of CNN model

a.　training and validation loss curves

b.　validation and testing accuracy curves

图 10　ViT 模型结果

Fig.10　Results of ViT model
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在当前数据条件下仍能较为准确地区分爆炸与未爆炸

事件。这在一定程度上表明，不同炸药爆炸时产生的

声学信号中可能存在着一些共通的深层特征，而这些

特征能够被机器学习模型有效地学习和提取。然而，

由于尚未涵盖全部炸药类型，上述结论仍需要在更广

泛的炸药种类和更大规模数据集上进行进一步验证，

以确保模型在更复杂、多样的真实场景中保持可靠的

判别能力。即进一步探究这些共通特征的物理本质和

形成机制，以及它们在更广泛炸药类型上的普适性，将

有 助 于 构 建 更 加 鲁 棒 和 泛 化 的 爆 炸 事 件 智 能 判 别

系统。

3 结 论

本研究基于机器学习技术，通过对爆炸声信号进

行 分 析 ，提 出 了 一 种 高 效 且 精 确 的 自 动 化 判 爆 方 案 。

主要结论如下：

（1）实 验 结 果 表 明 ，传 统 机 器 学 习 模 型 RF、

XGBoost、BPNN 和 SVM 能够有效提取一维声音特征

中的信息，在原始数据集上的准确率均达到 99.5% 以

上 ，k‑means 聚 类 算 法 在 原 始 数 据 集 上 的 准 确 率 也 达

到了 98.5%。这一结果可能与样本比例严重不平衡，

以及爆炸声音数据较少有关。

（2）在 采 用 cGAN 生 成 了 新 的 数 据 之 后 ，发 现 随

着训练次数的增长，RF、XGBoost、BPNN 和 SVM 在增

强 数 据 中 的 准 确 率 也 逐 渐 升 高 最 终 达 到 100%，而

k‑means 聚 类 算 法 随 着 cGAN 训 练 次 数 的 增 加 ，准 确

率呈现先上升后下降的趋势。可能是随着训练次数的

进一步增加，数据分布逐渐偏离原始结构，引入了噪声

或异常模式。

（3）深 度 学 习 模 型 CNN 和 ViT 在 原 始 数 据 集 上

的 准 确 率 分 别 为 98.1% 和 98.4%，且 都 发 生 了 轻 微

的 过 拟 合 现 象 ，而 在 DCGAN 生 成 数 据 之 后 ，准 确 率

分 别 达 到 了 98.4% 和 98.9%。 这 可 能 是 由 于 深 度 学

习 在 处 理 小 样 本 量 时 可 能 无 法 充 分 捕 捉 到 数 据 内

在 的 、本 质 的 特 征 。 此 外 ，过 拟 合 现 象 也 可 能 对 模

型 的 泛 化 能 力 产 生 了 一 定 限 制 。 然 而 ，总 体 来 看 ，

研 究 中 所 采 用 的 机 器 学 习 方 法 均 取 得 了 较 高 的 准

确 率 ，验 证 了 其 在 爆 炸 声 信 号 自 动 化 判 爆 任 务 中 的

有 效 性 。

进一步研究表明，尽管实验采用了多种不同类型

的炸药样品 ，且模 型 训 练 过 程 中 未 将 炸 药 类 型 作 为

标 记 信 息 ，机 器 学 习 模 型 仍 然 表 现 出 优 异 的 爆 炸 与

未 爆 炸 事 件 识 别 能 力 。 这 一 现 象 表 明 不 同 类 型 炸

药 在 爆 炸 过 程 中 可 能 存 在 共 通 的 声 学 特 征 。 后 续

实 验 将 覆 盖 更 广 泛 的 炸 药 种 类 ，对 相 关 结 论 的 普 适

性 进 行 进 一 步 的 验 证 。 在 后 续 研 究 中 ，计 划 通 过 扩

充 数 据 集 和 融 合 多 模 态 信 息（如 声 学 、视 觉 和 力 学

特 征），进 一 步 提 升 模 型 的 泛 化 能 力 和 鲁 棒 性 ，从 而

为 炸 药 撞 击 感 度 的 智 能 化 、安 全 性 评 估 提 供 更 加 全

面 的 技 术 支 撑 。
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Machine Learning Recognition of Impact Sensitivity of Energetic Materials Based on Acoustic Signals

ZHANG Bing⁃ru1， LI Ming1， WEN Yu⁃shi1， GUO Feng2， YU Shao⁃jun1， JI Chun⁃liang3， LIN Cong⁃mei1， HAO Li⁃xiao1， 
HAN Yong1， DENG Chuan1， DAI Xiao⁃gan1

（1. Institute of Chemical Materials， CAEP， Mianyang 621999， China； 2. School of Physical Science and Information Technology， Liaocheng University， 
Liaocheng 252059， China； 3. School of Mechatronical Engineering， Beijing Institute of Technology， Beijing 100081， China）

Abstract： To improve the accuracy and objectivity of explosives’ impact sensitivity testing， machine learning methods were ap‑
plied in the intelligent recognition of explosives’ impact response acoustic signals. Experiments on mixed explosives were con‑
ducted using a drop‑weight impact sensitivity test device， with an audio acquisition system synchronously capturing acoustic sig‑
nals during the impact process. One‑dimensional time domain and frequency domain features， such as maximum value and 
bandwidth， were extracted. Short‑Time Fourier Transform （STFT） was employed to convert audio data into frequency spectro‑
grams. Data augmentation for one‑dimensional data was performed using a Conditional Generative Adversarial Network

（cGAN）， while a Deep Convolutional Generative Adversarial Network（DCGAN） was applied to enhance spectrogram data. 
Multiple machine learning models were employed for explosion classification， including Random Forest （RF）， eXtreme Gradient 
Boosting （XGBoost）， Back‑propagation Neural Network （BPNN）， Support Vector Machine （SVM）， k‑means clustering， Convo‑
lutional Neural Network （CNN）， and Vision Transformer （ViT）. Results demonstrate that RF， XGBoost， BPNN， and SVM 
achieve accuracy rates exceeding 99.5% on the real dataset and achieve 100% on the cGAN‑augmented dataset. In contrast， 
k‑means clustering initially reaches an accuracy of 98.5% on the real dataset， but accuracy shows a trend of increase followed 
by decline on augmented data. CNN and ViT achieve accuracies of 98.1% and 98.4% on the real dataset， respectively， and im‑
proved to 98.4% and 98.9% on augmented data. However， their accuracy still exhibited potential for improvement due to the 
constraints of small sample sizes and minor overfitting issues. The proposed machine learning‑based intelligent recognition meth‑
od for explosives’ impact sensitivity in this study achieved a high level of accuracy， demonstrating its reliability and practicality 
in the task of detecting explosive sound signals. At the same time， it effectively mitigates the subjectivity and inefficiency associat‑
ed with traditional manual recognition methods， providing a reliable technical solution for the safety use of explosives.
Key words： impact sensitivity；machine learning；deep learning；data augmentation；convolutional neural network；acoustic signal 
recognition
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