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摘 要： 高聚物粘结炸药（Polymer Bonded Explosive， PBX）内部裂纹对其性能及可靠性具有明显影响，裂纹的精确识别是 PBX 内

部质量检测的关键。针对 PBX 内部裂纹识别，基于 U⁃Net 和 SegNet 两种像素级图像识别网络，建立了 5 种深度学习网络，对比研究

了网络连接方式和预训练模型对裂纹识别的影响。基于 CT 获取的 PBX 裂纹图建立了数据集，对 5 种网络进行了训练，采用准确率

（A）、F1 值（F1）和平均交并比（MIoU）指标对网络进行了评估，在此基础上选择细节识别性能最优的网络用于 PBX 裂纹的识别和量

化分析。结果表明，针对裂纹像素级识别，U⁃Net 型网络优于 Seg⁃Net 型网络，网络中 Concatenate 操作比 Pooling Indices 操作保留

更多图像细节信息，采用预训练模型 MobileNet 和 ResNet 可以提高网络训练速度，但导致其裂纹像素级识别性能降低。利用建立

的识别方法开展 PBX 裂纹识别研究，实现了对 PBX 裂纹的像素级识别，裂纹检出率 0.9570，单像素识别准确率为 0.9936，MIoU 为

0.9873，相对裂纹面积为 0.7585。
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0 引 言

高 聚 物 粘 结 炸 药（Polymer Bonded Explosive， 
PBX）是由炸药晶体和粘结剂等形成的复合炸药，内部

结构具有颗粒高度填充和非均相等特征［1-2］。PBX 制

造和储存过程中有可能产生微裂纹、微空隙等初始损

伤，在复杂的服役环境条件下，PBX 将承受多种载荷作

用，初始损伤将进一步扩展［3-5］。裂纹将导致 PBX 的力

学性能显著降低［6-7］，并影响其爆轰性能，裂纹的精确

识别和量化表征是保证 PBX 质量和性能的重要支撑。

传统的裂纹识别方法主要基于图像处理，包括阈

值分割、边缘检测和基于相位一致性等算法，其中阈值

分割算法常采用最大类间方差法（Otsu 方法），适用于

灰度值差异明显、灰度直方图呈现出明显双峰或多峰

分布的图像［8］；边缘检测算法对于裂纹边缘识别能力

较强，但易将边缘信息较强的噪声识别成裂纹，且针对

不同类型图像数据需要采用不同的边缘检测算法［9］；

基于相位一致性（Phase Congruency，PC）的边缘检测

算法可以降低暗视野和低对比度对检测的影响，实现

CT 图像中的裂纹检测，但计算量相对较大［10］。可见，

传统算法可以实现裂纹的分割或识别，但泛化能力较

弱，识别精度和抗噪特性有待提高。

近年来，深度学习算法因为其具有自主学习、高效

和 智 能 识 别 等 特 点 ，深 刻 影 响 着 裂 纹 识 别 算 法 的 革

新［11］。起初，利用深度学习方法实现对裂纹的分类和

定性检测［12］。Girshick 等［13］基于卷积神经网络（Con⁃
volutional Neural Networks，CNN）提 出 了 一 种 新 的

网络 R⁃CNN，首次实现了基于深度学习的目标检测，

后续发展出许多基于 R⁃CNN 的网络模型，比如 Faster 
R⁃CNN［14］和 Mask R⁃CNN［15］等，缩短检测时间的同时

提高识别精度。常［16］和朱［17］等基于 Faster R⁃CNN 分

别实现了在 CT 图像缺陷检测和铝材表面缺陷检测中

的应用，但研究目标为定性检测，暂未实现缺陷分割及

量化表征。目前常用于缺陷像素级分割的深度学习网

络 结 构 可 分 为 编 码 网 络（Encoder Network，EN）和 解
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码网络（Decoder Network，DN），其中 EN 用于提取特

征 信 息 ，DN 则 利 用 特 征 信 息 进 行 分 类 ，如 Badrin⁃
srsynan 等［18］提出的 SegNet 网络采用池化索引（Pool⁃
ing Indices）方 法 获 取 网 络 中 EN 的 关 键 特 征 ，实 现 像

素级的语义分割。Ronneberger 等人［19］提出了 U⁃Net
网 络 ，该 网 络 采用 Concatenate 结构将 EN 每层特征信

息传递给 DN 对应输出层，可以保留图像中的细节信

息，实现像素级分割。基于 U⁃Net 网络优异的细节识别

能力，Dais 等［20］利用 U⁃Net 网络结合迁移学习，实现了

对砖石图像中裂纹的智能识别。基于 EN⁃DN 的深度学

习网络已经在混凝土和砖石等裂纹精细分割中得到应

用［20-22］，但将深度学习 应 用 于 PBX 裂 纹 识 别 及 量 化 分

析的研究鲜见报道，PBX 裂纹的精确识别和量化分析

为 PBX 性能及可靠性的精准评估提供了重要支撑。

本 研 究 针 对 PBX 裂 纹 像 素 级 识 别 需 求 ，构 建 了

5 种深度学习网络，研究了网络连接方式及预训练模

型（ResNet［23］和 MobileNet［24］）对 裂 纹 识 别 性 能 的 影

响 。 基 于 性 能 最 优 的 网 络 建 立 了 PBX 裂 纹 像 素 级 识

别 方 法 ，实 现 了 对 PBX 裂 纹 像 素 级 识 别 和 量 化 分 析 ，

与 Otsu 和 PC 等传统方法的对比结果表明本研究方法

具有更优的裂纹识别及量化表征能力。

1 基于深度学习的裂纹识别方法

1.1 原理和方法

基于深度学习的识别方法结构可细分为编码网络

（Encoder Network，EN）和 解 码 网 络（Decoder Net⁃
work，DN）两部分，EN 用于提取和学习不同层级的特

征 ，DN 利 用 学 习 到 的 特 征 对 图 像 中 每 一 个 像 素 点 进

行分类，实现裂纹和本底的像素级识别。EN 由多次卷

积（Conv）、批 量 归 一 化（Batch Normalization）、激 活

（Activation）和池化（Pooling）等操作组成，DN 则由多

次 上 采 样（Upsampling）、卷 积（Conv）、批 量 归 一 化

（Batch Normalization）和 激 活（Activation）等 操 作 组

成 ，形 成 层 级 结 构 。 其 中 ，卷 积 操 作 获 取 图 像 特 征 信

息，批量归一化使得数据灰度值保持在 0~1 的范围，防

止梯度扩散而无法进行权值更新。激活函数实现不同

的非线性操作，使得整个深度学习网络近似为一个非

线 性 的 通 用 函 数 逼 近 器［25］，从 而 解 决 复 杂 的 分 割 问

题。池化操作保留关键信息的同时减小中间数据空间

大小，提高运算速度，为继续增加网络深度提供便利，

通常采用最大池化（Max Pooling）操作。上述采样操

作将特征信息进行整合并增加图像尺寸，最终使得输

入 与 输 出 图 像 尺 寸 一 致 。EN 和 DN 同 一 层 级 之 间 相

互 传 递 信 息 ，常 用 的 信 息 传 递 方 式 有 Pooling Indices
操 作 和 Concatenate 等 操 作 。 Pooling Indices 操 作 会

保 留 EN 中 不 同 层 级 的 池 化 信 息 的 位 置 ，然 后 传 递 给

DN 对 应 层 级 ，而 Concatenate 操 作 则 将 EN 中 不 同 层

级的特征信息直接传递给 DN 对应层级，保留更多细

节 信 息 。 本 研 究 建 立 的 PBX 裂 纹 像 素 级 识 别 方 法 基

本 结 构 见 图 1，输 入 为 PBX 裂 纹 CT 图 ，输 出 为 PBX 裂

纹识别结果图。

1.2 PBX 裂纹像素级识别网络

针对 PBX 的裂纹识别和量化分析，研究网络不同

连接方式和预训练模型对 PBX 裂纹识别的影响，识别

网 络 分 别 采 用 Concatenate 和 Pooling Indices 连 接 方

式形成 U⁃Net［19］型和 SegNet［18］型网络，基于这两种网

络类型和两个预训练模型 MobileNet 和 ResNet，共设

计出 U1、S1、U2、U3 和 E⁃D 等 5 种深度学习网络，5 种

网 络 的 结 构 示 意 如 图 2 所 示 。U1 网 络 如 图 2a 所 示 ，

基于 U⁃Net 网络建立，对卷积层的步长和填充方式进

行 修 改 ，使 得 输 入 图 像 和 输 出 图 像 大 小 一 致 ，EN 和

DN 采 用 Concatenate 操 作 连 接 ，同 时 简 化 网 络 层 数 ，

保 证 性 能 的 前 提 下 降 低 训 练 成 本 。S1 网 络 基 于 Seg⁃
Net 网络搭建，如图 2b 所示，通过 Pooling Indices 操作

连接 EN 和 DN。为了对比 U1 和 S1 网络，设计一种不

含 Concatenate 操 作 和 Pooling Indices 操 作 的 E⁃D 网

图 1　基于深度学习的裂纹像素级识别方法

Fig.1　Deep learning⁃based method for pixel⁃level crack recognition
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络，如图 2c 所示，该网络只有 EN 和 DN 的最深层进行

信息传递，其他对应层间无信息传递。为了检验预训

练模型对裂纹识别的训练效果，EN 分别采用预训练模

型 MobileNet 和 ResNet，建 立 另 外 两 种 网 络 U2 和

U3，分别如图 2d 和图 2e 所示，网络采用 Concatenate
操作，将预训练模型学习到的特征信息传递到 DN 的

对 应 层 ，此 外 网 络 在 DN 中 采 用 了 自 定 义 的 上 采 样

（Upsampling）函 数 ，函 数 中 包 含 卷 积 转 置（Conv2
DTranspose）和 Relu 函数激活层等结构。

1.3 PBX 裂纹识别性能评价参数

本 研 究 采 用 准 确 率（Accuracy，A）、F1 值（F1 
score，F1）和 平 均 交 并 比（Mean Intersection over 
Union， MIoU）等评价标准［18， 20］对 5 种网络的训练结

果进行评价。其中 A 和 F1 用于评估图像中像素点的分

类情况。

A 反映裂纹识别为裂纹和背景识别为背景的准确

情 况 ，值 越 大 ，说 明 分 类 的 准 确 性 越 高 ，计 算 公 式

如式（1）：

A = TP + TN

TP + FP + TN + FN
（1）

式中，TP 表示裂纹像素点识别为裂纹的数量，FP 表示背

景像素点识别为裂纹的数量，TN 表示背景像素点中识

别 为 背 景 的 数 量 ，FN 表 示 裂 纹 像 素 点 识 别 成 背 景 的

数量。

F1 是用来衡量识别精确率的指标，反映裂纹被误

判或裂纹被漏判的情况，值越大，说明裂纹被误判或被

漏判的情况越小，计算公式如式（2）：

F1 = 2TP

2TP + FN + FP
（2）

MIoU 则 是 一 种 语 义 分 割 的 标 准 度 量 ，计 算 所 有

类别交集和并集之比的平均值，反映图像中像素的所

有类别平均分割情况，即图像的精确分割精度，计算公

式如式（3）：

MIoU= 1
k ∑i = 1

k TP

FN + FP + TP
（3）

式中，k 表示图像中像素点的类别数。

PBX 裂纹像素级识别结果可以细分为裂纹分类结

果和裂纹分割结果。因此，需要从分类性能和分割性

能 两 个 角 度 进 行 精 确 评 价 。 本 研 究 定 义 裂 纹 检 出 率

（Crack Detection Rate，CDR）和 图 像 分 类 准 确 率

（Accuracy of Image，AoI）用 于 宏 观 层 面 评 价 网 络 对

PBX 裂纹 CT 图像的识别效果，采用 A、MIoU 和定义的

裂纹相对面积（Relative Crack Area，RCA）指标评判裂

纹的像素级分割效果。

CDR 表示测试集中裂纹图像的检出效果，定义为

所有裂纹图片中被检出的裂纹图片的占比情况，因此

计算公式如式（4）：

CDR =
TPimg

TPimg
+ FNimg

（4）

式 中 ，TPimg
表 示 裂 纹 图 像 识 别 为 裂 纹 图 像 的 数 量 ，FNimg

表示裂纹图像识别为背景图像的数量，可以看出裂纹

检出率是从图像整体的角度反映裂纹识别方法对裂纹

的检测效果。

AoI 反 映 裂 纹 图 像 识 别 为 裂 纹 图 像 ，无 裂 纹 图 像

识别为无裂纹图像的准确分类情况，值越大，说明分类

的 准 确 性 越 高 ，图 像 误 分 类 的 情 况 越 少 。AoI 与 A 类

似，A 表示的是像素分类的准确率，而 AoI 则表示图像

分类的准确率，因此公式类似，AoI 计算公式如式（5）：

AoI =
TPimg

+ TNimg

TPimg
+ FPimg

+ TNimg
+ FNimg

（5）

式 中 ，TNimg
表 示 背 景 图 像 识 别 为 背 景 图 像 的 数 量 ，FPimg

图 2　5 种深度学习网络示意图

Fig.2　Schematic diagram of five deep learning networks
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表示背景图像识别为裂纹图像的数量。

RCA 是识别裂纹面积与裂纹真值面积之比，即以

真值图的裂纹面积为标准，计算得到识别裂纹的相对

面积，定量表示不同裂纹识别方法的裂纹面积定量识

别情况。RCA 越接近 1，则说明识别得到的裂纹面积

越接近真实值。计算公式如式（6）：

RCA=
1
N ∑1

N Sp

S t
 =  1

N ∑1

N TP

TP + FN
（6）

式中，N 表示测试集中图像数目，Sp 表示每张图像的识

别裂纹面积，S t 表示对应图像的真实裂纹面积。

2 实验部分

2.1 PBX 样品 CT 成像实验

本 研 究 实 验 样 品 为 TATB 基 PBX 小 半 球 样 品 ，共

计 4 发。

利 用 天 津 三 英 精 密 公 司 NanoVoxel 9100 型 号 X
射线显微 CT 成像系统对样品进行三维成像，CT 成像参

数为管电压 70 kV，管电流 140 μA，采集角度 360 度，投

影角度数 1080，单幅曝光时间 0.3 s。三维 CT 图像大小

为 1024×1024×1024，图像像素尺寸为 14.32 μm，共得

到 PBX 二维 CT 切片 3485 张，图像大小为 1024×1024。

2.2 PBX 数据集

将实验所得的 CT 切片进行筛选，得到含有裂纹的

PBX 二维 CT 图像集，并与通过文献搜集得到的 CT 裂纹

图 像［7］统 一 裁 剪 为 256×256，建 立 PBX 裂 纹 图 像 数 据

集。数据集中共有 11555 张图像，其中 9055 张用于网

络的训练和验证，2500 张用于网络的测试，数据集中部

分 PBX 裂纹 CT 图像如图 3 所示，图中第 1 行左数第 6
幅图为文献中的图像［7］，其余为实验所得图像。

2.3 网络训练

网 络 搭 建 和 训 练 采 用 Tensorflow2.0 深 度 学 习 框

架，相应的数据分析程序基于 Python 语言编写，计算机

配置为 Intel（R） Xeon（R） Gold 6146 CPU@3.20 GHz
处 理 器 2 颗 ，NVIDA GeForce RTX 3090 显 卡 。 训 练

过程中，卷积部分使用 Relu 激活函数［26］，分类层（输出

层）采用 Softmax 函数［19］，该函数通过指数运算，增加

裂纹和背景两种类别的区分度，易于确定每个像素点

所属类别。采用交叉熵损失函数（Cross Entropy Loss，

CEL）［19］计 算 每 次 训 练 的 损 失 值 ，梯 度 优 化 算 法 采 用

Adam 函数［27］。使用实验中建立的 PBX 裂纹数据集对

5 种网络进行训练，并对其结果进行对比分析。

3 结果与讨论

3.1 网络性能对比

本研究共建立 U1、S1、U2、U3 和 E⁃D 等 5 种网络，

用 于 研 究 网 络 连 接 方 式 和 预 训 练 模 型 对 PBX 裂 纹 识

别 的 影 响 。 其 中 U1 和 S1 采 用 不 同 的 连 接 方 式 ，E⁃D
作为对照组，因此 U1、S1 和 E⁃D 等 3 种网络用于研究

不同网络连接方式对 PBX 裂纹识别性能的影响；U1、

U2 和 U3 网络结构一致，只是 EN 不同，用于对比预训

练模型对 PBX 裂纹识别的影响，5 种网络针对 PBX 内

部裂纹的训练结果如表 1 所示。

表 1 中的 U1、S1 和 E⁃D 三种网络对比结果，可以

看 出 除 MIoU 值 外 ，用 于 评 价 分 类 能 力 的 A 和 F1 指 标

性 能 差 别 不 大 ，说 明 当 识 别 种 类 较 少 时 ，如 本 研 究 的

PBX 裂纹识别，只需识别出 PBX 的裂纹和背景，即使网

络中未采用较为复杂的连接操作（如 E⁃D 网络），仍有

较 好 的 分 类 能 力 。U1 的 MIoU 值（0.9720）显 著 高 于

S1（0.4281），说 明 U1 网 络 对 PBX 裂 纹 像 素 的 分 割 能

力优于 S1，这是因为 U1 网络采用的 Concatenate 操作

相 比 于 S1 的 Pooling Indices 操 作 能 够 保 留 更 多 图 像

图 3　PBX 裂纹数据集部分样本

Fig.3　Some samples in PBX crack dataset
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的 细 节 信 息 ，有 助 于 更 高 精 度 的 分 割 。 U1 和 S1 的

MIoU 值 均 优 于 E⁃D 的 0.3300，说 明 采 用 一 定 的 连 接

方式将 EN 每一层的特征信息传递给 DN，有助于提升

网络的像素级分割能力。

U1、U2 和 U3 进行对比，三者的分类能力相近，但

U2 和 U3 的 MIoU 值小于 U1，这是因为 U2 和 U3 采用

的预训练模型中大部分参数固定，可训练参数较少，即

使增加训练次数，网络的分割能力难以进一步提升，无

法 达 到 U1 的 水 平 。 但 由 于 参 数 固 定 ，使 得 U2 和 U3
的 单 步 训 练 时 间（90 s 和 86 s）优 于 U1（227 s），表 明

在识别精度要求相对较低的应用场景，采用预训练模

型可以提高训练速度。

总 体 而 言 ，U1 的 MIoU 值 显 著 优 于 其 他 4 种 网

络，MIoU 指标作为分割能力的判断指标，体现着网络

对 PBX 裂纹精细分割的能力，针对本研究 PBX 裂纹精

细识别和量化分析的需求，选择 MIoU 指标突出的 U1
网络开展后续研究。在 U1 网络训练过程中通过对比

不 同 网 络 层 数 和 通 道 数 等 因 素 对 PBX 裂 纹 识 别 效 果

的影响，确定了 U1 网络最优结构，如图 4 所示，EN 和

DN 均有 5 层结构，网络中卷积核尺寸为 3×3，网络中

选取的通道数依次为 64、128、256、512 和 1024，每一

层 具 体 的 通 道 数 如 图 中 每 一 层 特 征 图 上 方 的 数 字 所

示，每层特征图侧边的数字代表特征图尺寸。

3.2 基于 U1 网络的 PBX 裂纹识别

3.2.1 PBX 裂纹识别

利 用 U1 网 络 对 测 试 集 中 的 图 片 进 行 裂 纹 识 别 ，

验证网络对 PBX 的裂纹识别能力，PBX 裂纹识别结果

如图 5 所示，图 5a~5e 分别为 PBX 裂纹 CT 图、真值图、

Otsu 方法识别结果图、PC 方法识别结果图和 U1 识别

结果图。由图 5a 可以看出 PBX 裂纹 CT 图片整体存在

一定程度的灰度不均匀性，PBX 裂纹纹路较为清晰，分

支裂纹较少。图 5c 中第 1 张和第 6 张图像中含有较多

误识别为裂纹的像素点，表明传统的 Otsu 方法由于采

用单一分割阈值，对于裂纹清晰度较差的图像难以实

现裂纹和背景的精确分割。图 5d 表明 PC 方法与 Ot⁃
su 方 法 相 比 ，识 别 结 果 中 误 识 别 像 素 点 较 少 ，这 是 因

为 PC 方法通过对比相位信息获取裂纹，降低了图像灰

度不均匀性的影响，但该方法对噪声较为敏感，易将部

分噪声识别为裂纹，如图 5d 中第 1 张和第 6 张图像所

示。图 5e 可看出大部分裂纹均被识别出，并且图像中

噪 点（亮 点）较 少 ，即 U1 方 法 误 识 别 为 裂 纹 的 像 素 点

较少，识别结果优于 Otsu 和 PC 方法。

表 2 给出了 Otsu、PC 和 U1 三种方法对裂纹识别

表 1　5 种网络得到的 PBX 裂纹识别性能对比

Table 1　 Comparison of PBX crack identification perfor⁃
mance obtained by five networks
Model
U1
S1
U2
U3
E⁃D

A

0.9858
0.9934
0.9954
0.9885
0.9887

F1

0.9858
0.9934
0.9954
0.9885
0.9887

MIoU

0.9720
0.4281
0.2570
0.2500
0.3300

train time / s
227
157
  90
  86
170

 Note： A is classification accuracy， F1 is F1 score， MIoU is mean intersection 
over union， Train time is the time required for each epoch of the mod⁃
el training.

图 4　U1 网络结构

Fig.4　Network structure of U1
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结 果 的 定 量 对 比 ，其 中 Otsu 和 PC 的 CDR 值 分 别 为

0.9605 和 0.9990，高于 U1 的 0.9570，表明 Otsu 和 PC
的裂纹检出率更优，但需要指出的是 Otsu 和 PC 均存

在将背景像素误识别为裂纹像素的情况，这使得 CDR
增 加 的 同 时 ，识 别 准 确 性 显 著 降 低 ，即 Otsu 和 PC 的

AoI（0.7684 和 0.7992）值明显低于 U1（0.9656），表明

U1 对裂纹图像的识别准确性显著优于传统识别方法。

在 像 素 级 识 别 层 面 ，U1 的 A、MIoU 和 RCA 均 明 显 优

于两种传统方法，U1 的 A 值高，表明 U1 方法正确将裂

纹像素识别为裂纹，背景像素识别为背景的能力优于

其他方法，即 U1 方法的像素分类能力优于传统方法。

U1 的 MIoU 值高则表明 U1 方法识别结果与真值图相

近，即 U1 方法的像素分割能力优于传统方法 Otsu 和

PC。U1 的 RCA 为 0.7585，最接近 1，表明相比于传统

方法，深度学习网络随着网络层数增加，不再局限于图

像的灰度和纹理等信息，可以逐渐提取图像中更为高

级的特征信息［28-29］，从而实现更为优异的裂纹面积定

量 识 别 效 果 。Otsu 的 RCA（42.2368）值 与 PC 的 RCA
（4.1578）均 明 显 大 于 1，表 明 以 上 2 种 方 法 将 大 量 背

景 像 素 识 别 为 裂 纹 像 素 ，与 图 5c 和 图 5d 显 示 的 结 果

一致。综上所述，U1 的主要指标均明显优于传统图像

分割方法，PBX 裂纹像素级识别能力显著提升。

3.2.2 PBX 精细裂纹识别和量化分析

为 进 一 步 验 证 U1 网 络 的 PBX 精 细 裂 纹 识 别 能

力 ，对 一 些 含 有 细 微 分 支 裂 纹 的 PBX 裂 纹 图 进 行 识

别，识别结果如图 6 所示。由图 6a 可以看出此类 PBX
裂纹具有分支较多、裂纹宽度较窄和部分裂纹灰度与

背 景 灰 度 差 异 较 小 等 特 点 ，图 6c 中 Otsu 方 法 识 别 出

的 裂 纹 长 度 较 短 且 部 分 细 微 裂 纹 无 法 识 别 出 ，说 明

Otsu 方法对于这种含有细微分支裂纹且灰度变化不明

显的 CT 图像，难以选择合适的阈值实现裂纹和背景的

准确分割。图 6d 展示 PC 方法的识别结果，可以看到裂

纹均被识别出，但存在较多将背景像素误识别为裂纹像

素的情况。图 6e 给出 U1 网络识别结果，与 Otsu 方法

相比，被清晰识别出的精细裂纹显著增加，与 PC 方法相

比，背景像素误识别为裂纹像素的情况明显减少。

对图 6 中裂纹的宽度信息进行计算，并与 Otsu 和

PC 等传统方法进行对比，对比结果如图 7 所示，图 7 中

数字对应每条裂纹的最大像素宽度，图 7a~7e 分别为

PBX 细微裂纹 CT 图、PBX 细微裂纹真值图、Otsu 结果

图 、PC 结 果 图 和 U1 结 果 图 。 图 7c 可 看 出 Otsu 方 法

图 5　不同裂纹识别方法对 PBX 裂纹识别结果

Fig.5　Recognition results of PBX crack with different crack recognition methods

表 2　U1 与传统模型性能对比

Table 2　Performance comparison between U1 and tradition⁃
al model
method
Otsu
PC
U1

CDR

0.9605
0.9990
0.9570

AoI

0.7684
0.7992
0.9656

A

0.7971
0.9811
0.9936

MIoU

0.6882
0.9633
0.9873

RCA

42.2368
4.1578
0.7585

 Note： CDR is crack detection rate， AoI is classification accuracy of the im ⁃
age， A is classification accuracy， MIoU is mean intersection over 
union， RCA is relative crack area.
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所 得 裂 纹 的 宽 度 小 于 真 实 的 裂 纹 宽 度 ，图 7d 则 表 明

PC 方法所得裂纹的宽度大于真实裂纹，并且背景误识

别为裂纹的情况较多，图 7e 给出 U1 网络得到的裂纹

宽 度 信 息 ，相 比 于 Otsu 和 PC，U1 所 得 裂 纹 宽 度 与 真

值图的裂纹宽度最为接近。

表 3 给出 Otsu、PC 和 U1 等方法对细微裂纹识别

的 A、MIoU、RCA 和裂纹的平均相对宽度（Mean Rela⁃
tive Width， MRW）等 信 息 ，其 中 PC 方 法 对 噪 声 比 较

敏感，出现误识别为裂纹的像素点，导致 A 和 MIoU 较

差，误识别为裂纹的像素点同时又增加了裂纹的面积

和 宽 度 ，即 PC 方 法 的 RCA 和 MRW 大 于 1。 U1 网 络

各 项 指 标 均 最 优 ，其 中 U1 的 RCA（0.8367）和 MRW
（1.0172）明 显 优 于 PC 方 法 和 Otsu 方 法 ，最 接 近 1。

综上所述，对于 PBX 细微裂纹的识别和量化表征，U1
优于 Otsu 和 PC 方法，突出了 U1 网络对 PBX 细微裂纹

识别的独特优势。

图 7　不同方法对 PBX 细微分支裂纹宽度信息识别结果

Fig.7　Results of different methods on the crack width of PBX minor branches

图 6　不同裂纹识别方法对 PBX 细微分支裂纹识别结果

Fig.6　Recognition results of PBX subtle branch cracks using various methods
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U1 与 文 献［12， 20-22］基 于 深 度 学 习 开 展 裂 纹

检测的研究相比，除了实现裂纹的识别和精确分割，本

研究专门针对 PBX 裂纹，进一步计算了裂纹的相对面

积（RCA）和裂纹的平均相对宽度（MRW），对裂纹进行

了量化表征，深入研究了深度学习网络对裂纹的定量

分析能力，同时将 Otsu 和 PC 等传统方法用于 PBX 的

裂纹识别，通过对比 U1 网络与传统方法的识别结果，

证明了本研究建立的 U1 网络裂纹识别和定量分析能

力均表现突出。

4 结 论

搭建 5 种深度学习网络，研究了网络连接方式和

预训练模型对 PBX 裂纹识别性能的影响，在此基础上

选 用 性 能 突 出 的 U1 网 络 进 一 步 对 PBX 裂 纹 CT 数 据

集 进 行 测 试 ，实 现 了 PBX 裂 纹 像 素 级 识 别 和 定 量 分

析。研究结果表明：

（1）针 对 PBX 裂 纹 像 素 级 识 别 ，U⁃Net 型 的 网 络

U1 优于 SegNet 型的网络 S1。对于裂纹像素点分割，

Concatenate 操 作 保 留 了 更 多 细 节 信 息，优 于 Pooling 
Indices 操 作 。 采 用 预 训 练 模 型 MobileNet 和 ResNet
可以提高网络训练速度，但导致识别性能降低。

（2）基于 U1 网络和 PBX 裂纹 CT 数据集训练的裂

纹像素级识别网络，成功实现了 PBX 裂纹的像素级识

别和量化表征，裂纹的识别准确度（0.9936）和像素级

分割性能（0.9873）均优于传统方法，提高了裂纹的精

确识别能力。

（3）对于 PBX 的细微分支裂纹，与传统方法相比，

裂 纹 宽 度（MRW 为 1.0172）接 近 真 值 ，各 项 指 标 优 于

传统方法，具有优异的细微裂纹识别能力。后续基于

深度学习方法继续开展工作，有望进一步提高裂纹精

确识别和量化表征能力。
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PBX Crack Pixel Level Recognition Method based on Deep Learning

LV Liang⁃liang1，2， ZHANG Wei⁃bin1， LI Gong⁃ping2， PAN Xiao⁃dong2， ZHANG Cai⁃xin1， YANG Ya⁃fei1， ZHANG Cui1
（1. Institute of Chemical Materials， CAEP， Mianyang 621999， China； 2. School of Nuclear Science and Technology， Lanzhou University， Lanzhou 730000， 
China）

Abstract： The performance and dependability of PBX are significantly impacted by internal cracks. Accurate crack identification 
and quantitative analysis are crucial to evaluate the performance of PBX. Currently， the ability to identify and quantitatively ana⁃
lyze internal cracks of PBX needs to be further improved. Consequently， research on a deep learning⁃based method for PBX 
crack identification was conducted. Based on the popular deep learning networks， five different deep learning network structures 
were designed. This study aimed to compare the effects of network type， connection style， and pre⁃trained models on the recog⁃
nition of PBX cracks. Internal crack images of PBX were obtained by CT technique. The training dataset of network was construct⁃
ed using these crack images. The crack dataset was used to train five different types of networks. The performance of five net⁃
works was assessed based on Accuracy， F1， and MIoU. Select an outstanding network for PBX crack recognition and training 
based on the findings. The results indicate that， U⁃Net outperforms Seg⁃Net in pixel⁃level crack recognition and the Concatenate 
operation preserves more features compared to the Pooling Indices method. The pre⁃trained model （MobileNet and ResNet） can 
improve the training speed of the network， but its crack pixel⁃level recognition performance is reduced. The proposed method 
was applied to identify PBX crack， achieving pixel⁃level recognition. The results include a crack detection rate of 0.9570， a sin⁃
gle pixel recognition accuracy of 0.9936， an MIoU of 0.9873， and a relative crack area of 0.7585， demonstrating superiority 
over traditional image segmentation methods.
Key words： PBX；CT images；deep learning；pixel level crack recognition
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