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摘 要： 含能分子研发面临多重挑战，传统“试错法”效率低下，计算机辅助分子设计的出现改变了研发模式。本综述回顾了含能

分子设计的发展历程，介绍了计算机辅助含能分子设计的研究现状，并概述了人工智能技术（AI）在性质预测、分子生成、合成路线和

反应条件预测等多个设计环节的最新进展，讨论了当前含能分子设计模式与其他材料设计方法的差距，思考差距产生的原因，并对

未来 AI 辅助含能分子设计的发展方向提出展望。研究发现，AI 在含能分子性能预测和分子生成等方面已经有了应用，但在合成路

径规划和反应条件优化等环节的应用仍有待进一步探索，应用前景巨大。通过数据增强、迁移学习或高通量计算有望能够解决含能

分子数据薄弱的问题；加强 AI 辅助含能分子合成路线与反应条件探索有望贯通“设计→评估→制备→验证”全流程自动化分子设计

模式。AI 辅助含能分子设计为提升含能分子设计水平提供新的可能性，有助提升含能分子研发效率。
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0 引 言

含 能 分 子 可 被 特 定 的 外 界 刺 激 触 发 剧 烈 的 氧

化⁃还原反应，并通过燃烧和爆炸快速释放其储存的化

学能，广泛用于民爆、航天、军工等领域［1-2］。含能分子

的微小改进都会带来武器性能的大幅提升，因此各军

事 强 国 都 在 不 遗 余 力 探 索 性 能 更 优 异 的 新 型 含 能 分

子［3］。 然 而 ，含 能 分 子 更 新 换 代 的 周 期 极 为 漫 长 ，以

“ 钝 感 ”著 称 的 1，3，5⁃Triamino⁃2，4，6⁃trinitroben⁃
zene （TATB）［4］和 以“ 高 能 ”著 称 的 2，4，6，8，10，

12⁃Hexanitro⁃2，4，6，8，10，12⁃Hexaazaisowurtzitane
（CL⁃20）［5］分别于 1887 年和 1987 年首次被发现，但迄

今为止仍未发现综合性能超越它们的新含能分子。含

能 分 子 的 探 索 极 具 挑 战 性 ，在 性 能 上 要 兼 顾 能 量 、感

度、力学强度、相容性等，在研制流程上要经历化学合

成、理化表征、爆轰实验、安全性实验等［6］。单纯采用

“试错法”探索新型含能分子，必将面临巨大工作量，以

更科学的方法发现并合成有潜力的含能分子是必然的

选择。

计算机辅助分子设计的出现改变了含能分子的研

制模式，把单纯的实验室“试错法”转变为“设计→评估

→制备→验证”［7］。计算机辅助分子设计基于计算方

法、预测模型等，预先评估含能分子的爆轰性能、化学

稳定性或者与二者密切相关的其它性能。因此，它可

以为实验室研究筛选符合要求的目标分子，有效地避

免在无价值的分子上付出经济成本和时间成本［8］。计

算 机 辅 助 分 子 设 计 使 含 能 分 子 的 研 发 效 率 得 到 了 提

升，并使一些优秀的含能分子被成功发现，如 1，1⁃di⁃
amino⁃2，2⁃dinitroethylene（FOX⁃7）［9］ 、2，6⁃diami⁃
no⁃3，5⁃dinitro⁃1，4⁃pyrazine 1⁃oxide（LLM⁃105）［10］、

CL⁃20［5］、1，3，6，8⁃tetraoxide（TTTO）［11］、 octanitrocu⁃
bane（ONC）［12］等 。 随 着 新 含 能 分 子 的 不 断 涌 现 ，当

前的分子设计的不足开始逐步显现，包括性能的预测

精度、分子结构的产生方式、合成途径的评估等方面。

近年来，人工智能（Artificial Intelligence，AI）开始

在材料领域崭露头角，成为分子设计的主要发展趋势。

AI 通 过 机 器 学 习 算 法 从 海 量 数 据 中 挖 掘 出 潜 藏 的 化
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学规则，建立用于性能预测［13］、分子生成［14］、合成路线

设 计［15］甚 至 化 学 反 应 条 件 预 测［16］的 模 型 。 高 通 量 计

算可以生成大规模的计算数据，为机器学习提供了数

据支撑。在含能分子设计领域，已有将机器学习用于

性能预测的相关报道［17-22］，但在分子结构搜索与制备

途 径 等 环 节 发 展 缓 慢 。AI 在 含 能 分 子 设 计 领 域 的 应

用存在较大的发展空间，有望为含能分子设计的不足

之 处 提 供 解 决 方 案 ，有 力 提 升 含 能 分 子 的 研 发 效 率 。

当 前 的 含 能 材 料 设 计 已 有 关 于 采 用 高 通 量 计 算［23］和

机器学习［21-22，24-25］的研究被报道，具备进一步发展 AI
辅助含能分子设计的条件。为此，研究回顾了含能分

子设计方法的发展与现状，概述了 AI 在性能预测、分

子生成、合成路线及反应条件预测等材料设计领域的

最新进展，通过对比含能分子与材料设计方法的差距，

思考差距产生的原因，有望借鉴 AI 辅助材料设计的经

验与方法进行含能分子设计，有效提升含能化合物的

研制效率。

1 含能分子设计方法的发展与现状

1.1 含能分子设计的发展历程

含能分子设计可以追溯到二十世纪 50 年代，研究

人员开始理论推导极高的压力和温度下爆炸产物气体

的行为，并提出了定量评估爆轰性能的方程，如 BKW
方 程［26］、JCZ 方 程［27］、VLW 方 程［28］等 。 这 些 方 程 为 评

估爆轰性能奠定了理论基础，其中基于 BKW 和 JCZ 方

程 的 商 业 软 件 EXPLO5［29］精 度 媲 美 实 验 值 ，如 爆 速 预

测误差一般小于 5%［29］。二十世纪 80 年代，随着计算

机硬件和算法的进步，计算机辅助分子设计在含能材

料的研究中逐步获得广泛的应用，一大批新型含能分

子在此基础上被发现［5，9-12］。

含能分子的计算机辅助设计需要综合考虑多方面

性能的平衡，需要在量子计算的基础上，通过多步骤完

成，如图 1 所示，主要包括：构建分子结构、量子化学计

算及分析、QSPR 模型［17-22，30］预测以及爆轰性能预测。

早 期 的 含 能 分 子 的 计 算 机 辅 助 设 计 可 以 概 括 为

“画加算”［7］，主要依靠设计者逐一构建分子结构，分别

建 立 针 对 不 同 性 质 的 计 算 方 案 完 成 分 子 设 计 。“ 画 加

算 ”方 法 基 本 都 能 达 到 分 子 设 计 的 预 期 性 能［31］，但 贯

穿分子设计流程依赖于频繁的人工交互，分子筛选的

通量较小，一般处理的对象仅限于数十个分子。研究

者需要具备扎实的理论知识和丰富的研究经验，需要

敏锐的直觉来保证分子设计的成功率，研究结果往往

具有不确定性。

近年来，随着材料基因组［32］的提出和超级计算机

的发展，高通量计算技术开始用于含能分子设计［33-36］。

高通量计算通过自动化流程和高效的并行计算，可以

在短时间内从海量候选结构中快速筛选出新的目标化

合物。高通量计算将繁琐的程序与方法集成到易于使

用的系统中，可以面向由“海量”（最多可高达数百万）

的分子结构组成的搜索空间进行高通量设计和自动化

筛选，可处理的任务量较传统的“画加算”模式高出好

几 个 数 量 级 ，可 产 生 海 量 的 化 学 结 构 与 性 能 数 据［37］。

通过这种高通量筛选，研究模式从“经验驱动的实验”

向“理论预测先导、实验验证”的新模式转变，极大提升

了设计效率。例如，Wen 等［36］通过结合组合库设计与

高通量计算的方式用于 CHONF 含能分子的设计。

在高通量计算平台方面，国际上已经出现了多种

面 向 材 料 设 计 的 在 线 平 台 ，例 如 ASE［38］、AiiDA［39］、

MatCloud［40］、ALKEMIE［41］、AFlow［42］、EM⁃Studio［43］等，

其中的 EM⁃Studio 是专为含能分子设计研发的高通量

计算平台。这些平台实现了建模、计算和数据分析的

完全自动化，基本上都提供了超算资源的开放访问权

限，个别平台的用户群体已具有相当规模，形成了海量

的计算数据，为新材料设计提供了强大的支撑。

海量的高通量计算数据与长期积累的实验数据结

合，推动了 AI 辅助分子设计模式的发展［13， 44］。在材料

图 1　含能分子的计算机辅助设计技术路线

Fig.1　Route of computer⁃aided material design for energetic compounds
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科学和药物分子设计领域，已经有大量关于利用 AI 技

术进行材料性能预测、制备路径预测、化合物结构设计

以及各类研究数据的自动采集等方面的研究报道［45］。

但是由于含能分子的实验数据较为稀少，且高通量计

算技术存在限制，这阻碍了 AI 辅助含能分子设计的开

展，目前仅有少量工作采用量子化学和机器学习进行

含能分子的性能预测和分子筛选。

1.2 含能分子设计的研究进展

含能分子的设计、制备和使用过程中，需要考虑许

多关键性能，比如生成焓、升华热和静电势等基本物化

性能，以及反映稳定性的键解离能（BDE）和反映爆轰

性能的各项参数等［46］，可以通过量子化学计算或机器

学习等定量构效关系模型（QSPR）预测得到。

一 类 是 基 于 特 征 工 程 的 QSPR 模 型 ，通 常 先 进 行

量子化学计算，提取各类结构描述符，然后经过相关性

分析、递归特征消除等方法进行特征选择，最后建立反

映结构⁃性能关系的 QSPR 模型。例如 Liu 等［17］采用支

持向量回归（SVR）、随机森林（RF）等机器学习算法用

于构建结构与升华热之间的关系，技术路线如图 2 所

示。Kang 等［18］利用 RF 构建爆热模型，从 PubChem 数

据库中筛选出 262 种潜在的含能化合物。该类模型的

特征提取需要人为参与，根据设计领域提取所需特征，

这就要求研究者具备一定的化学知识，其模型的准确

率与特征工程息息相关。

随着深度学习算法的发展，另一类基于机器学习

的 QSPR 模 型 开 始 用 于 预 测 含 能 分 子 的 性 能（图 3）。

Casey 等［19］基 于 卷 积 神 经 网 络（CNN）预 测 了 含 能 分

子 8 种主要性质，模型的决定系数（R2）均达到 0.95 以

上，具有出色的模型预测能力。徐雅斌等［20］以库伦矩

阵为输入，基于 CNN 和双向长短期记忆网络的融合模

型实现了对含能分子生成焓的预测，模型平均绝对误差

（MAE）和 均 方 根 误 差（RMSE）分 别 为 0.0374 kJ·mol-1

和 0.0541 kJ·mol-1。 Yang 等［21］ 采 用 支 持 向 量 机

（SVM）、RF 及 图 神 经 网 络（GNN）来 建 立 含 能 分 子 结

构 和 密 度 之 间 的 映 射 关 系 ，其 中 GNN 模 型 的 预 测 精

度 MAE、RMSE 和 R2 分别为 0.0398、0.0493 和 0.9491，

图 2　基于特征工程的方法进行含能化合物升华焓预测的 QSPR 模型［17］

Fig.2　QSPR models for prediction of sublimation enthalpy of energetic compounds based on feature engineering method［17］
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对独立测试集中 88% 的化合物的预测误差小于 5%。

Nguyen［22］利用消息传递神经网络预测高能炸药的晶体

密度，模型的 R2和 RMSE 分别为 0.914 和 0.044 g·cm-3。

相比于基于特征工程的 QSPR 模型，这类方法可以从

大规模的数据中自动学习特征来构建模型，因此对数

据量要求很高，其性能在很大程度上取决于输入数据

（即样本）的质量和数量［47］，相对而言对计算资源消耗

较多，对 GPU 要求高。

性能预测模型对快速准确预测含能分子的关键性

能具有重要作用，推动了含能分子的高通量设计模式

的发展。利用计算机从大规模化合物库中快速筛选潜

在分子，大幅减少进入化学实验的化合物数量，可显著

提高材料设计的效率和成功率。高通量虚拟筛选的核

心在于构建合理的筛选空间，这决定了后续分子设计

的质量。筛选空间的构建源于分子设计，常用的方法

有完全枚举法、深度学习生成模型等［48］。

完 全 枚 举 法［49］是 当 前 常 用 的 有 机 分 子 虚 拟 筛 选

空间构建方法之一，即导入初始的分子骨架为模板，枚

举所有可能的分子取代位点并用取代基进行排列和组

合，以快速生成数千个候选分子构成分子库。在含能

分 子 领 域 已 有 类 似 设 计 方 案［33，50-52］，例 如 Xie 等［50］枚

举了 88 个母环和 13 个高能取代基所有可能的组合，

以 单 取 代 和 双 取 代 的 方 式 得 到 了 84083 个 样 本 组 成

的搜索空间，如图 4 所示。Song 等［51］以稠合的双杂环

主链为研究对象，采用机器学习模型预测密度、爆速、

爆压及分解温度等性质，结合实验验证发现了有前途

的高能分子 ICM⁃10。这类方法依据化合价规则对生

成分子的化学合理性进行简单判定。尽管最终生成的

分子都符合化合价规则，但未从热力学和动力学层面

上判断分子的化学可行性［49］，导致虚拟筛选对象可能

存 在 结 构 不 合 理 、分 子 本 身 不 稳 定 或 者 无 法 合 成 等

情况。

深度学习生成模型的发展为快速设计出理想属性

的含能分子提供了新的思路。生成模型可以捕获潜在

的概率数据分布（例如化学结构集），以指定如何生成

符 合 分 布 的 新 分 子［53］。 含 能 分 子 的 分 子 生 成 研 究 也

开始采用深度学习的生成模型，Li 等［54］针对 CHNO 高

能分子提出的深度学习生成框架由三个 RNN 模型组

图 3　基于深度学习算法预测含能化合物晶体密度的 QSPR 模

型［21］

Fig.3　QSPR model for predicting crystal density of energetic 
compounds based on deep learning algorithm［21］

图 4　基于完全枚举法构建虚拟筛选空间［50］

Fig.4　Virtual screening space constructed based on complete enumeration method［50］
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成，分别用于预训练、生成以及预测，如图 5 所示。首

先，对 303 个高能分子采用 SMILES 枚举和片段洗牌的

方式进行数据增强。预训练的 RNN 对增强后的数据

集 Ds 进行学习，通过迁移学习的方式将结果与预测模

型和生成模型相关联以便提供更充分的结构信息来提

高 性 能 。 最 后 ，利 用 预 测 RNN 用 于 评 估 生 成 式 RNN
产生的新分子的爆轰性能，经过高精度的量子化学计

算筛选出 35 个性能优异的新分子。

Liu 等［55］开 发 的 EM⁃Studio 中 分 子 生 成 板 块 融 合

了深度生成模型和完全枚举法如图 6 所示。其中，生

成模型基于 RNN 模型实现分子生成；完全枚举法通过

定义取代位点、枚举位点和取代基的搭配，经去除化学

重复结构以及预优化分子结构实现分子生成。完全枚

举法能够覆盖更全面的分子范围，容易因虚拟搜索空

间过于庞大而难以完全遍历造成筛选难度大；而深度

学习生成模型可以更高效地处理大规模数据，针对性

地生成具有特定属性的分子，但该方法对数据需求量

大，需要对不同的生成任务进行适应性地参数调整及

优化，以便提高分子生成的有效性。

总体而言，计算机辅助设计在含能分子的设计和

评估环节已取得重要进展。现有 QSPR 模型可以较为

可靠地预测含能分子的部分关键性能，为分子筛选提

供评估标准。例如 EXPLO5 预测爆速的平均误差一般

在 5% 以内，QSPR 模型预测晶体密度平均绝对误差可

以达到 MAD<0.4 g·cm-3［21，56-58］，生成焓的预测平均误

差可控制在 10 kJ·mol-1以内［59-60］。此外，通过完全枚举

图 6　通过片段对接及人工智能辅助生成分子的方案［55］

Fig.6　Schemes for generating molecules via fragment docking or AI⁃assistance ［55］

图 5　基于 RNN 模型的含能分子设计工作路线［54］

Fig.5　Workflow for the design of energetic molecules based on RNN models［54］
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法或基于深度学习的生成模型也被用于挖掘含能分子

结构与性能之间的内在联系，并生成新的潜力分子结

构。结合性能预测模型和高通量计算进行评估，含能分

子逐步借助计算机辅助分子设计技术实现“设计⁃评估”

的设计模式，为实验合成潜力分子提供了重要支撑。

2 AI 辅助分子设计在材料领域的最新发展

近年来，AI 在药物和有机光电材料等领域的应用

已不仅限于简单的数据统计和性能预测，在分子生成、

合成路线设计和反应条件预测等方面也取得了可喜的

成 绩 。AI 辅 助 分 子 设 计 的 最 新 进 展 为 含 能 分 子 设 计

面临的关键性能预测、筛选对象构造和合成路线设计

等问题，提供了潜在的解决方案［61］。

2.1 性能预测

应 用 AI 预 测 含 能 化 合 物 性 能 方 面 已 经 有 大 量 文

献报道［17-22］，所采用的模型水平和预测精度已能与其

他材料设计方法媲美。不同于其他材料类别，含能分

子的数据稀缺使得深度学习模型的性能受限，模型的

预测性能不佳。数据增强［62］、迁移学习［63-64］以及高通

量 计 算［33］已 被 证 明 是 解 决 深 度 学 习 数 据 集 稀 缺 问 题

的有效方法，对提升预测模型的性能至关重要。其中，

数据增强通过对原始数据进行各种变换来增强训练数

据集的大小与质量，如采用 SMILES 枚举法［65-66］、片段

组装法［54］进行数据增强；迁移学习常作为一种优化策

略用于生成具有所需性质的分子，在药物分子生成中

得到广泛应用［67-69］；高通量计算通过计算手段补充数

据样本以完善虚拟筛选空间，用于满足深度学习数据

集需要［33，51，70］。通过学习其他材料设计数据增强或数

据扩充的经验，对完善含能材料数据集具有重要的启

发意义，有望进一步提升 AI 辅助含能分子性能预测模

型的精度，提高材料筛选的效率。

2.2 分子生成

随着现代机器学习方法的进步与发展，AI 辅助分

子生成方式开始广泛用于分子生成研究［48］，促进了分

子设计新模式的发展。在最近深度学习的突破下，新

一 代 从 头 设 计［14］算 法 出 现 ，通 过 学 习 、分 析 及 提 取 已

知分子的理化性质或者结构特征，以优化为目标从头

开 始 生 成 符 合 理 想 性 质 的 新 分 子（或 化 学 骨 架）［71］。

已有大量基于深度学习的生成模型在材料设计及药物

设计领域的成功应用，如变分自动编码器（VAE）［72］、生

成对抗网络（GAN）［73］、强化学习（RL）［74］、RNN［75］以及

混合框架，对推动分子从头设计发挥着重要作用［14，72］，

如图 7 所示。

VAE 结合了自编码器和变分判断的思想，通过学

习数据的潜在分布来生成新的数据样本，其生成的样

本范围更接近训练样本的范围，可以处理以 SMILES 表

图 7　生成模型中发现的几种架构的示意图［14］

Fig.7　Schematic representation of several architectures found in generative models［14］
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示 的 分 子 式［76-80］、分 子 图［81］、图 像［82］作 为 输 入 数 据 的

生成任务。GAN 由生成器和判别器组成的对抗性框

架，通过两者相互竞争训练生成器生成与训练样本更

接 近 的样本，在结晶多孔材料［83］、储氢材料［84］、药物分

子［85-88］设计中得到应用。RL 多作为一种优化生成分子

特性的策略，通过与环境的交互反馈调整生成策略以生

成 所 需 的 分 子 或 材 料 ，主 要 应 用 于 药 物 分 子 的 设 计

中［89-91］。 RNN 具 有 循 环 结 构 ，能 够 捕 捉 分 子 SMILES
序列中原子和键的时间依赖关系，从而获得语法和语

义都正确的 SMILES 序列［92-93］。混合框架的使用可以

充分发挥各类生成模型的优势，实现更高质量和更稳

定 的 分 子 序 列 生 成［14，94-96］，例 如 GAN 的 生 成 器⁃判 别

器结构提供了对抗训练，可以提升 RNN 的生成质量。

深度生成模型在材料设计和药物分子设计等领域

的应用已取得显著成效。然而，针对含能分子的深度

生成模型仍处于探索阶段，尚需经历一段漫长的发展

过程。目前的挑战主要表现在分子属性相关特征的提

取不够充分，导致难以生成具备特定优异性能的新材

料；此外，含能分子数据的稀缺和获取困难，使得深度

学习缺乏大规模标注数据集，从而难以提升模型性能。

未 来 的 研 究 需 要 聚 焦 于 构 建 高 质 量 的 含 能 材 料 数 据

集，为特征工程与生成模型的提升奠定数据基础。此

外，需要设计能够综合考虑含能分子多项性能的生成

模型框架，可以借助蒙特卡罗树搜索、遗传算法等优化

算法来生成具有特定性能的含能分子。

2.3 合成路线设计

近年来，人们对利用 AI 技术进行逆合成预测的兴

趣急剧上升，AI 驱动的逆合成预测会自动从现成的实

验集中学习化学知识预测反应和逆合成路线［71，97］。逆

合 成 预 测 最 早 由 Corey 和 Wipke［98］于 1969 年 正 式 提

出，引发了全合成革命，提高了合理性和系统性，其策

略是设计一系列反应，以递归方式将目标化合物分解

为更简单的结构单元，直到达到商业上可用的起始分

子。一般来说，逆合成预测可分为基于模板和不基于

模板的，如图 8 所示，采用逆合成预测可以有效解决复

杂分子的合成，促进有机合成科学的发展［99］。

基于模板的逆反应预测根据模板定义的规则将产

物 分 子 转 换 成 反 应 物 分 子（图 8a）。 模 板 是 指 一 组 描

图 8　基于模板和无模板逆合成的基本流程［99］

Fig.8　The basic flow of template⁃based and template⁃free retrosynthesis［99］
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述化学反应核心单元的反应规则［100］，可以从化学反应

数据集中提取各种反应规则（或模板）。依据特定的逆

合成反应模板，一些研究已经成功实现了合成路径的

搜索，例如 Segler、Coley 等［100-106］的工作。他们利用指

定的逆合成模板按照反应反向的顺序遍历产物分子，

成功到搜索合成路线。

反应模板是有限的，无法涵盖足够多的反应类型。

无模板的逆反应预测方法则克服了模板不足的问题，

能够从零开始生成反应物，避免了对模板的依赖。在

分子逆合成预测任务中，根据所采用的分子表示方法

的不同，可以分为基于 SMILES 序列和基于分子图的两

大类。基于 SMILES 序列的方法将逆合成建模为序列

到序列的转换任务（图 8b），代表性工作有 Liu、Karpov
等［107-109］的 工 作 。 基 于 SMILES 的 方 法 容 易 忽 略 分 子

图 内 丰 富 的 结 构 信 息［110-112］，而 采 用 分 子 图 可 以 充 分

获取分子图传递的结构信息（图 8c），代表性的工作有

Yan、McDermott 等［111-115］的工作。

总体来看，基于模板的预测能够提供更可靠的化

学解释，但反应模板具有多样性，选择合适的反应模板

是 需 要 解 决 的 核 心 问 题 。 Fortunato 等［116］通 过 利 用

USPTO 数据库训练神经网络模型，以提高对合成含能

分子所需的稀有反应模板的识别能力。无模板的预测

方法则具有更多的可能性，但计算复杂度高且化学可

合成性有待评估。陈可辛等［117］总结了一些成功用于

逆向预测目标分子合成路径的商业软件。目前最先进

的逆合成预测模型主要针对单步反应进行预测，距离

独立解决实际合成问题还有一定距离。因为化合物可

能存在多种合成路径，很难判断某条逆合成路径的合

理性，实现多步逆合成路径预测难度大。尽管对推导

有机化合物合成路线取得一些进展，但针对含能分子

合成路线预测的相关研究报道仍寥寥无几。其难点在

于含能分子的合成涉及众多复杂的反应类型，我们期

待在未来能够学习相关算法思想，扩充含能分子合成

稀有反应模板库，逐步将该方法应用于含能材料的合

成路线预测，以实现该领域分子设计的重大突破。

2.4 化学反应条件预测

自动化开发目标化合物合成计划中关键的一环是

选择合适的实验条件以获得合理的产率［117-118］。机器

学习和机器学习工具是实验数据驱动工作流程的强大

补充，可以加速化学反应条件的识别［119-120］，以确定反

应 条 件 中 的 各 种 参 数 ，包 括 化 学 原 料［121-123］（例 如 金

属 、配 体 、溶 剂 和 催 化 剂）和 操 作 条 件［124-126］（例 如 温

度、压力），如图 9 所示。

在材料分子设计领域，利用 AI 进行化学反应条件

的自动化预测目前还处于起步阶段，将该新技术应用

于含能分子合成反应条件预测对提升研制效率很有必

要。但现有数据库并未记录所有可能的反应条件，许

多潜在可行的条件仍有待发现。此外，这些数据库通

常为手动维护，不可避免地存在数据来源不统一或错

误信息的问题，预测模型的准确性和泛化能力还需进

图 9　AI 辅助预测有机反应的适宜条件［121］

Fig.9　AI⁃assisted prediction of suitable conditions for organic reactions［121］
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一步评估。如果能成功解决反应数据库缺失的问题，

这项技术将具备巨大的应用潜力。通过实现自动化和

高效的最佳反应条件预测，不仅有助于加速新材料的

发现和合成，还有望推动能源存储和利用领域的创新。

3 差距分析

随 着 高 通 量 虚 拟 筛 选 技 术 的 快 速 发 展 与 广 泛 应

用，含能分子设计正在向高通量设计阶段和 AI 辅助分

子设计方向发展。在应用 AI 辅助含能分子设计的过

程中面临诸多困难。一方面，各个设计子环节的技术

都有提升的空间。目前，基于 AI 的方法已经初步用于

性能预测和分子生成，但样本量不足、特征工程不充分

等因素制约着 AI 技术进一步应用与发展。另一方面，

含能分子合成设计涉及多种类型的化学反应，反应机

理复杂，为合成路线设计和反应条件优化带来了巨大

挑战。总体而言，与计算机辅助药物或材料分子设计

相比，AI 在辅助含能分子设计方面的进展与应用还存

在明显的差距。

性 能 预 测 模 型 在 其 他 材 料 设 计 领 域 取 得 一 定 发

展，但这些方法很难直接应用于含能分子的设计。与

大多数的有机材料、药物分子不同，含能分子需要兼顾

稳定性、爆炸能力等多性能指标，其应用潜力是一个典

型的多性能指标综合评估问题。现有模型对单一性能

指标的预测精度仍有待提升。例如分解温度的预测目

前仍然是个难题，仅有少量采用机器学习的 QSPR 模

型 的 报 道［70，127-128］且 精 度 不 高 ，平 均 误 差 普 遍 超 过

30 ℃。撞击感度的预测目前尚未形成可靠的普适性

方法，预测精度低（对于 50% 爆炸概率的特性落高 H50

平均预测误差超过 20 cm）且只在限定条件下对特定

类型的化合物有效［3， 129-130］。与其他材料性能预测模

型的发展相比，AI 在含能分子方面的发展受制于实验

数据的匮乏。这些数据样本量较少且分子种类分布不

均衡，从而限制了预测模型的准确性和泛化能力。借

鉴 AI 辅助材料设计的经验，利用数据增强、迁移学习

等技术拓展样本空间，并通过高通量计算丰富数据源，

有望解决含能分子小样本空间的问题。

分子生成方法关乎分子设计的有效性。完全枚举

法构造含能分子的方法已经相对成熟，但其产生的大

规模候选分子库中，真正具有应用价值的目标化合物

通常只占很小一部分。基于深度学习的生成模型可以

在分子生成的过程中利用模型学习到的结构与性能之

间的潜在关联规律，用于生成新分子。但深度学习模

型更多用于药物分子设计，用于针对性生成具有特定

活性的药物分子，而在含能分子领域应用还比较少，仍

处于初步探索阶段。该方法的发展受到性能与结构之

间特征提取不充分以及数据样本不足以支持数据挖掘

需求的限制。未来有望通过构建高质量的数据集来进

一步挖掘结构与性能之间的关系，以设计适用于含能

分子的生成模型。

目前尚未建立适用于含能分子合成路线的普适性

规律，实验室合成路线的优化设计是未来的一个重要

研究方向。含能化合物的合成涉及多种化学反应类型

（氧化、硝化、环化等），每一步反应的成败都取决于具

体的条件（溶剂、温度、反应时间、PH 值等），不存在普

适性的规律［31， 131-135］。不恰当的合成路线会导致不可

预料的时间和资源投入进而影响研制进程。目前的合

成路线及反应条件预测方法还无法很好地满足含能化

合物的特殊需求，难以实现个性化设计和优化。分子

设计的出发点和归宿是在实验上获得符合预测性能的

新化合物，而实验室合成效率从根本上制约了新型含

能化合物的研发。即便采用分子设计策略设计出性能

优异的新化合物，但要在实验室成功合成仍然面临巨

大挑战。

与其他材料的自动化分子设计流程相比，含能分

子的分子设计自动化程度仍显不足。有机材料和高分

子材料的设计中，已经实现了利用 AI 辅助分子生成、

性能预测，到合成路线以及反应条件的预测，甚至能够

实现自动化合成和表征测试［16， 136］，实现了从分子设计

到材料制备的全流程自动化。而含能分子的分子设计

流程仍停留在单个环节上，未能形成“设计→评估→制

备→验证”全流程自动化分子设计模式。各个分子设

计子环节有待进一步融合 AI 以提升准确度与有效性，

实现全流程自动化设计与材料制备。开发全自动的含

能分子研发模式将大大缩短周期，提高含能分子研发

效率，是值得未来努力探索的重要发展方向。

4 结 论

研究回顾了含能分子设计的发展历程，并介绍了

计算机辅助含能分子设计的研究现状。当前，含能分

子的设计模式正在向高通量计算和 AI 辅助分子设计

方向发展。其中，AI 可以从数据中挖掘出潜藏的化学

规则，建立结构与性能之间的定量关系，已被用于构建

性能预测模型和分子生成。本文概述了 AI 辅助分子

设计在性能预测、分子生成、合成路线以及反应条件预
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测中的最新研究进展，讨论了当前含能分子与其他材

料设计的方法之间的差距。未来的研究方向应考虑通

过数据增强、迁移学习等手段，最大限度地利用现有的

实验数据；同时利用高通量计算补充高质量的计算数

据，通过足量的含能分子数据样本提升性能预测模型

的准确性与分子生成的有效性。同时，在合成路线和

反 应 条 件 预 测 等 环 节 引 入 AI，提 升 含 能 分 子 合 成 效

率，最终有望实现“设计→评估→制备→验证”全流程

自动化分子设计模式，加速新型含能分子的发现。
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Applications and Prospects of AI⁃assisted Design of Energetic Molecules

LIU Rui1，2， LIU Jian1， TANG Yue⁃chuan1， ZHANG Chao⁃yang1， HUANG Jing1， HUANG Xin1

（1. Institute of Chemical Materials， CAEP， Mianyang 621999， China； 2. School of Chemistry and Chemical Engineering， Southwest Petroleum University， 
Chengdu 610500， China）

Abstract： The explore of energetic molecules faces multiple challenges， and the traditional design method are inefficient. The 
emergence of computer⁃aided molecular design has changed the research and development model. This review provides an over⁃
view of the development of energetic molecular design and introduces the current research status of computer⁃aided energetic 
molecular design. By summarizing the latest advancements in Artificial Intelligence （AI） technology across various design as⁃
pects， including performance prediction， molecular generation， retrosynthetic reaction prediction， and reaction condition pre⁃
diction， we discussed the existing gap between the current approaches in energetic molecular design and other materials design 
methods. By thinking about the causes of the gap， we present an outlook on the future developmental directions of AI⁃assisted en⁃
ergetic molecular design. Research indicates that AI has already been applied in property prediction and molecular generation of 
energetic molecular design， but requires further exploration in retrosynthetic reaction prediction， and reaction conditions predic⁃
tion. AI⁃assisted design of energetic molecules holds broad promising application prospects. Data enhancement， transfer learning 
and high⁃throughput computing are expected to solve the problem of weak data of energetic molecules. Enhancing AI⁃assisted 
prediction of synthesis routes and reaction conditions for energetic molecules shows promise for achieving the automatic molecu ⁃
lar design via whole process of “design→evaluation→preparation→verification”. AI⁃assisted energetic molecular design provides 
new possibilities for improving the level of energetic molecular design and helps to improve the efficiency of energetic molecule 
research and development.
Key words： energetic molecule；molecular design；artificial intelligence；machine learning；quantitative structure⁃property rela⁃
tionships
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